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Klasterisasi Profil Status Gizi Balita
Berdasarkan Indikator Z-Score
Menggunakan Algoritma K-Means di
Puskesmas Cilongok |, Kabupaten
Banyumas

Siti Maskanaht

L Sistem Informasi, Sekolah Tinggi llmu Komputer Yos Sudarso, Purwokerto, Indonesia

ABSTRACT
Masalah gizi balita masih menjadi tantangan kesehatan masyarakat;
prevalensi stunting Indonesia 19,8% pada 2024 masih di atas target
nasional 14% pada 2029. Penelitian ini bertujuan mengelompokkan profil
status gizi balita berdasarkan tiga Z-score (BB/U, TB/U, BB/TB) di
Puskesmas Cilongok I, Kabupaten Banyumas.
Data sekunder pengukuran balita Juni 2026 sebanyak 3.676 catatan;
setelah 8 outlier dibuang diperoleh 3.668 data bersih. Ketiga fitur
distandardisasi dan dikelompokkan dengan K-Means untuk K = 2-8,
dievaluasi dengan inertia, Silhouette, Davies-Bouldin, dan Calinski-
Harabasz. Kestabilan diuji dengan Adjusted Rand Index (ARI) terhadap
variasi seed, fitur, dan aturan outlier.K = 4 dipilih berdasarkan metrik dan
interpretabilitas klinis (Silhouette 0,326; Davies-Bouldin 0,936; Calinski-
Harabasz 2.518,2). Klaster 0 (943 balita; 25,7%) bergizi kurang, pendek,
dan kurus (risiko tinggi); Klaster 1 (1.090; 29,7%) cenderung pendek;
Klaster 2 (952; 26,0%) normal namun berat badan cenderung rendabh;
Klaster 3 (683; 18,6%) berat badan lebih. ARI sebesar 0,978 pada 20
seed, 0,801 pada model dua fitur tanpa BB/U, dan 0,956-0,995 pada
variasi aturan outlier. K-Means dapat menjadi alat segmentasi profil gizi
balita yang stabil sebagai dasar prioritas intervensi, dengan catatan
klaster merupakan partisi kontinum, bukan kelompok alami yang terpisah
tegas.
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Pendahuluan

Masalah gizi pada balita masih menjadi tantangan
serius dalam pembangunan kesehatan masyarakat
global. Estimasi gabungan UNICEF/WHO/World
Bank Group edisi 2025 menunjukkan bahwa pada
tahun 2024 terdapat 150,2 juta anak berusia di
bawah lima tahun yang mengalami stunting
(23,2%), 42,8 juta mengalami wasting (6,6%), dan
35,5 juta mengalami overweight. Stunting memang
menurun dari 180,4 juta anak pada tahun 2012,
tetapi dunia belum berada di jalur yang tepat untuk
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mencapai target World Health Assembly 2025 dan
Tujuan Pembangunan Berkelanjutan (SDG) 2 pada
tahun 2030; target 90 juta anak stunting pada 2030
diperkirakan meleset 46,0 juta anak. Hampir semua
anak stunting hidup di Asia (51%) dan Afrika (43%)
[1].

Di Indonesia, Survei Status Gizi Indonesia (SSGI)
2024 mencatat prevalensi stunting nasional sebesar
19,8%, turun dari 21,5% pada 2023, dengan
prevalensi tertinggi pada kelompok usia 24-35
bulan (24,2%) [2]. Angka ini masih di atas target
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nasional 14% pada tahun 2029. Selain stunting,
wasting dan underweight juga tetap menjadi
perhatian dalam pemantauan status gizi balita.

Stunting merupakan gangguan pertumbuhan kronis
yang berdampak jangka panjang terhadap kognisi,
produktivitas, dan risiko penyakit degeneratif di
masa dewasa. Determinannya bersifat
multidimensi, meliputi  faktor  sosial-ekonomi,
sanitasi, akses air minum, imunisasi, dan asupan
gizi. Kompleksitas ini menuntut metode yang
mampu mengelompokkan balita berdasarkan pola
status gizinya, tidak hanya diagnosis individual.

WHO Child Growth Standards merekomendasikan
penggunaan Z-score untuk menilai status gizi anak,
dengan ambang < -2 SD untuk kategori kurang
(stunting, wasting, underweight) dan > +2 SD untuk
kategori lebih (overweight/obesitas). Titik potong +2
SD ditetapkan untuk penilaian populasi berdasarkan
ukuran yang dicapai, yaitu stunting dan wasting di
ujung bawah serta overweight di ujung atas
distribusi; pada populasi sehat sekitar 2,3% anak
berada di bawah maupun di atas titik potong
tersebut [3]. Z-score juga lebih sesuai digunakan di
negara berpenghasilan rendah dan menengah
karena memungkinkan perbandingan terhadap
standar pertumbuhan internasional tanpa
dipengaruhi distribusi persentil yang tidak merata

[4].

Penelitian terkait

Penerapan K-Means untuk klasterisasi status gizi
balita telah banyak dilakukan, tetapi sebagian besar
penelitian masih menyisakan celah.

Hadikurniawati dkk. [5] membandingkan K-Means
dan DBSCAN untuk pengelompokan spasial
malnutrisi anak di Jawa Tengah. K-Means
menghasilkan tiga klaster dengan Silhouette 0,403
dan Davies-Bouldin Index (DBI) 0,785, lebih baik
daripada DBSCAN, namun datanya berupa agregat
kabupaten/kota sehingga variasi antarindividu tidak
tertangkap. Husna dan Riyanto [6]
mengelompokkan status gizi balita di Posyandu
Kencana, Kota Bekasi, menggunakan usia, berat
badan, tinggi badan, dan lingkar kepala; jumlah
klaster langsung ditetapkan lima tanpa perhitungan,
dan kestabilan terhadap variasi seed serta
sensitivitas aturan outlier tidak diuji.

Fianty dkk. [7] menerapkan K-Means pada empat
indeks antropometri (BB/U, TB/U, BB/TB, dan
IMT/U) di Puskesmas Kelapa Dua, Tangerang, dan
melaporkan hampir 37,3% balita memiliki masalah
tinggi atau berat badan abnormal; evaluasi hanya
memakai DBI dan tidak ada uji robustnes terhadap
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parameter algoritma. Awaliyah dkk. [8]
mengklasterisasi kesehatan gizi bayi dan balita di
Kecamatan Deket, Lamongan, dengan atribut
stunting, wasting, dan underweight menjadi tiga
kategori, tetapi memakai data agregat tingkat
kecamatan sehingga segmentasinya bersifat makro.
Djaelani dkk. [9] mengklasterisasi status gizi balita
di Posyandu Desa Mekar Wangi dan memperoleh
DBI optimal 0,164, namun hanya pada K = 2 tanpa
menjelajahi jumlah klaster yang lebih besar.

Khairun dkk. [10] mengelompokkan balita rentan
stunting dan wasting dan memperoleh empat
klaster optimal, dari kondisi relatif normal hingga
rentan malnutrisi akut dan kronis; penentuan K
memakai Elbow dan Silhouette tanpa Calinski-
Harabasz Index (CHI) dan tanpa uji kestabilan
seed. Muharram dkk. [11] membandingkan metode
Elbow, Silhouette, dan DBI dan menekankan
pentingnya pemilihan metode evaluasi, tetapi tidak
membahas robustnes hasil. Darmayanti dkk. [2]
memakai K-Means dengan metode Elbow untuk
mendeteksi risiko stunting dari data antropometri
dan nutrisi individual, tanpa uji robustnes terhadap
variasi seed dan aturan outlier.

Pendekatan lain memanfaatkan klasifikasi terawasi.
Yulianto dkk. [12] mengembangkan model hibrida
logistic regression dan support vector machine
untuk status gizi dan stunting fisik balita di
Kabupaten Malang (akurasi 94,43%, sensitivitas
92%, spesifisitas 94,38%), dan Hasdyna dkk. [13]
mengembangkan  pendekatan  hibrida  untuk
klasifikasi, prediksi, dan optimasi klaster prevalensi
stunting di Aceh. Keduanya berfokus pada prediksi,
bukan segmentasi profil gizi. Pendekatan tak
terawasi seperti klasterisasi memiliki keunggulan
karena tidak memerlukan label yang sering tidak
tersedia pada data rutin posyandu. Penelitian lain
memanfaatkan K-Means pada data Posyandu dan
Puskesmas [14], [15], label Z-score WHO untuk
klasifikasi status gizi [16], serta aplikasi Z-score
WHO untuk pemeriksaan status gizi anak [17].

Keterbatasan penelitian sebelumnya dan
kebaruan

Dari studi-studi tersebut tampak lima keterbatasan
yang konsisten. Pertama, kebanyakan hanya
memakai satu atau dua indikator Z-score, padahal
kombinasi BB/U, TB/U, dan BB/TB mengukur tiga
dimensi berbeda (underweight, stunting, wasting),
dan sebagian memakai data agregat. Kedua,
evaluasi klaster umumnya hanya memakai satu
atau dua metrik internal (terutama DBl dan
Silhouette). Ketiga, kestabilan klaster terhadap
variasi seed, pemilihan fitur, dan aturan outlier
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hampir tidak pernah diuji, padahal K-Means sangat
sensitif terhadap inisialisasi centroid. Keempat,
implikasi klinis klaster jarang dibahas, misalnya
perbedaan balita pendek yang proporsional dengan
balita pendek sekaligus kurus yang memerlukan
intervensi berbeda. Kelima, proses pembersihan
data individual dari posyandu/puskesmas, termasuk
jumlah dan alasan pembuangan outlier, jarang
dilaporkan secara transparan.

Berdasarkan keterbatasan tersebut, penelitian ini
menawarkan kebaruan berikut.

1. Tiga Z-score sekaligus dengan evaluasi
multimetrik
Penelitian ini memakai BB/U, TB/U, dan BB/TB
secara simultan dan menilai kualitas klaster
dengan empat metrik: Inertia/Elbow, Silhouette,
DBI, dan CHI, sehingga pemilihan K
mempertimbangkan keseimbangan kohesi dan
separasi [11].

2. Uji robustnes terhadap tiga sumber variasi
Kestabilan diuji terhadap (a) 20 random seed
yang diukur dengan Adjusted Rand Index (ARI),
(b) pemilihan fitur (tiga fitur versus dua fitur
tanpa BB/U), dan (c) aturan outlier (aturan
utama |Z| > 5, batas WHO, dan hanya
placeholder 999,99). Uji semacam ini belum
ditemukan pada penelitian K-Means data gizi
balita yang kami telaah.

3. Transparansi praproses data
Jumlah dan alasan pembuangan outlier
dilaporkan rinci (8 dari 3.676 catatan, atau
0,22%), termasuk nilai Z-score ekstrem dan
placeholder 999,99, demi reproduktibilitas dan
keterbandingan antarpenelitian.

4. Segmentasi klinis yang membedakan
stunting murni dari stunting disertai wasting
Empat profil klinis yang terbentuk memisahkan
balita gizi kurang—pendek—kurus (risiko tinggi),
cenderung pendek namun proporsional, normal
namun cenderung berat rendah, dan berat
badan lebih; masing-masing memerlukan
strategi intervensi berbeda [10].

5. Konteks local
Data berasal dari Puskesmas Cilongok I,
Kabupaten Banyumas, Jawa Tengah, yang
belum pernah dianalisis dengan klasterisasi

multi-Z-score, sehingga dapat memberi
gambaran khusus untuk perencanaan intervensi
lokal.

Tujuan penelitian ini adalah:

a) mengelompokkan balita berdasarkan tiga Z-
score (BB/U, TB/U, BB/TB) menggunakan K-
Means di Puskesmas Cilongok |, Kabupaten
Banyumas;

PPAVI Proceedings 3

b) menentukan jumlah klaster yang paling
interpretatif secara klinis dengan
mempertimbangkan empat metrik evaluasi
internal;

¢) mengevaluasi kualitas klaster dengan

Silhouette, DBI, dan CHI;

d) menguji kestabilan hasil terhadap variasi seed,
pemilihan fitur, dan aturan outlier; serta

e) memberikan profil klinis tiap klaster sebagai
dasar prioritas intervensi gizi.

Metode

Rancangan penelitian

Penelitian ini bersifat kuantitatif berbasis data
mining terapan dengan pendekatan unsupervised
learning untuk mengelompokkan profil status gizi
balita  berdasarkan tiga indikator  Z-score
antropometri. Alur Kkerja mengadaptasi Cross-
Industry Standard Process for Data Mining (CRISP-
DM) [16] dengan enam tahap iteratif: (1)
pemahaman masalah, yaitu identifikasi dini status
gizi balita di Posyandu/Puskesmas dan penetapan
sasaran segmentasi Klinis; (2) pemahaman data
atas atribut antropometri individual balita [15], [16];
(3) persiapan data berupa pembersihan,
pembuangan outlier, penanganan nilai hilang, dan
standardisasi fitur; (4) pemodelan dengan K-Means
[6], [14], [15]; (5) evaluasi melalui empat metrik
internal dan uji kestabilan; dan (6) pemanfaatan
hasil berupa pemetaan profil klinis untuk prioritas
intervensi [17]. Alur lengkap ditunjukkan pada
Gambar 1.

1. Pengumpulan Data

!

2. Praproses Data

!

3. Pemodelan K-Means

!

4, Evaluasi Multi-metriks

!

5. Uji Kestabilan

!

6. Profil Klinis

Gambar 1. Alur penelitian berbasis CRISP-DM

Data dan variabel
Data berupa data sekunder hasil pencatatan dan
pengukuran rutin antropometri balita periode Juni
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2026 di Puskesmas Cilongok 1, Kabupaten
Banyumas, Jawa Tengah, sebanyak 3.676 catatan.
Berbeda dengan penelitian berbasis agregat
wilayah, data ini berbasis catatan individual
sehingga mampu menangkap variasi antarindividu
[16]. Penelitian ini memakai data sekunder rutin;
variabel yang dianalisis hanya indikator
antropometri, usia, jenis kelamin, dan desa.

Variabel pembentuk klaster adalah tiga Z-score
standar WHO yang dianalisis secara simultan [16],
[17]: Zeeu (berat badan menurut umur; indikator
underweight), Zrsu (tinggi badan menurut umur;
stunting), dan Zssrs (berat badan menurut tinggi
badan; wasting). Nilai Z-score diambil langsung dari
catatan puskesmas. Secara konsep, Z-score suatu
ukuran dihitung terhadap standar pertumbuhan
WHO dengan metode LMS [18]:

L

X
J(ML)_S ", jikaL # 0

X 1)
L@, jikaL =0

dengan X ukuran terukur (berat badan atau tinggi
badan), serta L, M, dan S berturut-turut parameter
kemiringan (skewness), median, dan koefisien
variasi dari tabel acuan menurut jenis kelamin dan
umur (BB/U, TB/U) atau tinggi badan (BB/TB).
Variabel usia (bulan), jenis kelamin, desa, serta
kategori status gizi resmi menurut Permenkes No. 2
Tahun 2020 [19] tidak digunakan membentuk
klaster, melainkan untuk profiling dan validasi
setelah klaster terbentuk.

Praproses data

Praproses dilakukan secara transparan untuk
menjamin validitas dan reproduktibilitas [16],
dengan tahapan berikut.

1) Konversi  seluruh  Z-score dan  ukuran

antropometri ke tipe numerik.

2) Parsing usia dari format teks menjadi usia dalam
bulan [16].

3) Koreksi satuan berat badan. Nilai berat badan w
yang terinput dalam gram (w > 100) dikonversi
ke kilogram:

e {1% jikaw > 100 @)
w, jikaw < 100

4) Pembersihan outlier dan nilai hilang. Catatan
dibuang bila terdapat nilai hilang pada Z-score,
nilai placeholder tak valid (= 999,99), atau nilai
ekstrem. Dengan z; adalah Z-score indikator ke-j
pada catatan ke-i, catatan dipertahankan hanya
bila:

|Zl-j| <5, untukj =1,2,3 3)
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5) Standardisasi fitur. K-Means sensitif terhadap
skala atribut karena bertumpu pada jarak
Euclidean [14], [15], sehingga ketiga Z-score

ditransformasi dengan StandardScaler
(normalisasi z-score):
1 Xij—Hj
X =——— 4
y' = 4)
1gn
Hj = Zi=1%ij %)
1 2
g) = \/;Z?ﬂ(x” ) (6)
dengan x; nilai atribut mentah, p; rerata, o

simpangan baku populasi fitur ke-j, dan n jumlah
catatan bersih.

Pemodelan K-Means

K-Means adalah algoritma unsupervised learning
berbasis partisi nonhierarki yang membagi n objek
ke dalam K klaster menurut kedekatan terhadap
pusat klaster (centroid) [6], [14], [15]. Misalkan X =
{X1, ..., X} adalah himpunan vektor tiga dimensi
hasil standardisasi dan cx centroid klaster ke-k.
Langkah operasionalnya:

1) Tetapkan jumlah klaster K.

2) Inisialisasi centroid awal dengan k-means++
centroid pertama dipilih acak, dan centroid
berikutnya dipilih dengan peluang sebanding
dengan kuadrat jarak terhadap centroid terdekat
yang sudabh terpilih:
D(x)*

Txrex D(xr)2’

3) Hitung jarak Euclidean setiap titik data terhadap
seluruh centroid [14], [15]:

d(xi,¢) = \/Z?n=1(xim — Ckm)? (8)
4) Alokasikan setiap data ke klaster dengan

centroid terdekat. Himpunan anggota klaster ke-
k adalah Sy ={i | & = k}:

P(x) = D(x) = mkind(x, Cr) @)

$; = arg min d(x;, ¢c) (9)
k
5) Perbarui centroid sebagai rerata seluruh
anggota klaster:
1
Cr = @Ziesk Xi (10)

6) Ulangi langkah 3-5 sampai konvergen, yaitu
posisi centroid tidak berubah signifikan. Proses
ini meminimalkan jumlah kuadrat galat dalam
klaster (inertia/SSE):

J= 2115:1 Ziesk”xi — cill? (11)

Karena hasil K-Means bergantung pada inisialisasi,
algoritma dijalankan sebanyak n_init = 50 Kali
dengan inisialisasi berbeda dan dipilih hasil dengan
J terkecil, dengan random_state = 42 untuk
reproduktibilitas. Pemodelan dijalankan untuk K = 2

ppavi.or.id



sampai 8 menggunakan Python dengan pustaka
scikit-learn.

Evaluasi klaster dan penentuan K
Kualitas klaster dievaluasi secara simultan dengan
empat metrik internal.

1) Inertia/SSE (Elbow)
Nilai J pada persamaan (11) mengukur kohesi
internal klaster; titik “siku” adalah K tempat
penurunan J mulai melandai.

2) Silhouette
Untuk objek i pada klaster Sy, dihitung rerata
jarak ke anggota klaster sendiri a(i), rerata jarak
ke klaster tetangga terdekat b(i), lalu koefisien
s(i) dan rerata keseluruhannya:

a(i) = m{ﬁZzesk,m d(x;, x1) 12)
N = min —— .

b(i) = min |sh|Zl€5h d(x;, x;) (13)

. bM-a(d
s@) = max{a(i),b(i)} (14)
S =%y s(0) (15)
Nilai berkisar —1 hingga 1; makin dekat 1 makin
baik pemisahannya.  Menurut pedoman
Kaufman dan Rousseeuw, nilai 0,51-0,70

menandakan struktur yang wajar, sedangkan
0,26—-0,50 menandakan struktur lemah yang
mungkin bersifat artifisial.

2) Davies-Bouldin Index (DBI)
Dengan dispersi klaster &k dan jarak
antarcentroid, DBI adalah rerata rasio kemiripan
terburuk setiap klaster; makin kecil (mendekati
0) makin baik:

1

O = |S_k|ZiESk”xi —cll (16)
S +6
Ryn = —d(lzle:) (17)
1
DBI = Ezlk<=1 maxRy, (18)

3) Calinski-Harabasz Index (CHI)
CHI adalah rasio varians antarklaster terhadap
varians dalam klaster; makin besar makin baik.
Dengan ng = |Sk| dan € rerata seluruh data:

B = Y- nylle, —cll? (19)
B
CHI = &2 (20)
n-K
Nilai K final tidak semata-mata ditentukan oleh skor
kuantitatif tertinggi, tetapi menimbang

keseimbangan antara kohesi—separasi statistik dan
kejelasan interpretasi klinis [16].

PPAVI Proceedings 5

Uji robustness
Untuk memastikan klaster bukan artefak inisialisasi
atau parameter praproses, kesesuaian dua partisi
diukur dengan Adjusted Rand Index (ARI). Misalkan
n; adalah jumlah objek yang berada di klaster ke-i
pada partisi U dan klaster ke-j pada partisi V,
dengan a; = Zj nj dan b; = % nj. Maka:
i ("Y)-E

()i

E = Zi(zi)nzf(sz) (22)

@)

ARI = 1 berarti dua partisi identik, sedangkan nilai di
sekitar O berarti kesesuaian setara acak. ARI
dihitung pada catatan yang dimiliki bersama oleh
kedua skenario yang dibandingkan. Selain ARI,

dilaporkan persentase anggota yang sama setelah
label klaster diselaraskan:

ARI = (21)

Piama = 212 % 100% (23)

Tiga skenario pengujian adalah sebagai berikut.

1) Sensitivitas seed
K-Means diulang pada 20 random seed
berbeda (seed 100-119) dan setiap hasil
dibandingkan dengan solusi utama memakai
ARI.

2) Sensitivitas fitur
Solusi tiga fitur  (Zesu, Ztewu, ZesrB)
dibandingkan dengan solusi dua fitur tanpa
ZBB1U.

3) Sensitivitas aturan outlier
Aturan utama (]Z| > 5) dibandingkan dengan
dua aturan alternatif: batas WHO dan
penanganan placeholder saja (= 999,99).

Untuk visualisasi, data tiga dimensi diproyeksikan
ke dua komponen utama (PCA); proporsi varians
yang dijelaskan dihitung dari nilai eigen A:

2
Zq:l Aq

EVR =
Ta=14q

(24)

Profil klinis dan validasi silang
Setelah klaster terbentuk, profil klinis dianalisis
dalam dua tahap. Pertama, analisis deskriptif
berupa rerata Z-score asli (bukan yang
distandardisasi) setiap indikator pada tiap klaster
untuk mengidentifikasi tingkat kerentanan gizi,
misalnya membedakan stunting murni dari stunting
disertai wasting:

Hij = ikZiesk Zij (25)

n

Kedua, validasi silang melalui tabulasi silang antara
klaster dan kategori status gizi resmi (BB/U, TB/U,
BB/TB) menurut standar Kementerian
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Kesehatan/WHO [19] untuk memastikan kegunaan
klinis klaster dalam pengambilan keputusan di
fasilitas kesehatan primer [16], [17].

Hasil

Pembersihan data

Dari 3.676 catatan awal, 8 catatan (0,22%) dibuang
sehingga tersisa 3.668 catatan bersih (Tabel 1).
Kedelapan catatan tersebut terdiri atas empat
catatan dengan Zssrs ekstrem (5,55; 5,47; 5,57,
dan 6,58), dua catatan dengan nilai placeholder
999,99, dan dua catatan dengan Ztsu di bawah -5.

Tabel 1. Ringkasan pembersihan data

Tahap Jumlah
Data mentah 3.676
Outlier dibuang 8

Data bersih 3.668

Evaluasi jumlah klaster

Metrik evaluasi untuk K = 2 sampai 8 disajikan pada
Tabel 2. Silhouette tertinggi terdapat pada K = 2
(0,393), tetapi pembagian itu hanya memisahkan
kelompok baik dan bermasalah. Di antara K = 3,
Silhouette tertinggi dicapai pada K = 4 (0,326), dan
di antara K = 2-5 DBI terendah juga pada K = 4
(0,936). CHI menurun seiring bertambahnya K
(3.031,1 pada K = 2 menjadi 2.296,6 pada K = 8).
Pada K = 5 DBl membaik perlahan (0,948 menjadi
0,874 pada K = 8), pola yang lazim ketika klaster
makin kecil dan rapat, sementara Silhouette
mendatar di sekitar 0,31-0,32 dan klaster tambahan
sulit dibedakan secara klinis. K = 4 dipilih karena
lebih kaya secara klinis dan tetap memiliki
Silhouette yang wajar.

Tabel 2. Metrik evaluasi internal untuk K = 2—8

K Silhouette Davies- Calinski-
Bouldin Harabasz

2 0,393 0,948 3.031,1

3 0,316 1,051 2.566,4

4 0,326 0,936 2.518,2

5 0,324 0,948 2.457,5

6 0,321 0,902 2.430,1

7 0,313 0,882 2.340,9

8 0,314 0,874 2.296,6

Profil klaster

Model final (K = 4, n_init = 50, random_state = 42)
memiliki Silhouette 0,326, DBI 0,936, dan CHI
2.518,2. Profil keempat klaster ditunjukkan pada
Tabel 3.
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Tabel 3. Profil klaster pada K = 4.

Klast  Zgsu Zmeu  Zeems N %

er

0 -2,12 -2,03 -1,40 943 25,7

1 -0,87 -1,62 0,10 1.090 29,7

2 -0,79 -0,37 -0,85 952 26,0

3 0,70 -0,06 1,04 683 18,6

1. Klaster 0: gizi kurang, pendek, dan kurus (risiko

tinggi). Ini prioritas utama karena memiliki rerata
Z-score terendah pada ketiga indikator.

2. Klaster 1: cenderung pendek (mendekati batas
stunting). Zrsu rendah (-1,62) meskipun Zgsrs
normal (0,10).

3. Klaster 2: normal, tetapi berat badan cenderung
rendah (Zgsrrs = —0,85).

4. Klaster 3. berat badan lebih (risiko gizi lebih),
dengan Zgp/ts = +1,04.

Tabulasi silang antara klaster dan kategori status
gizi resmi (BB/U, TB/U, BB/TB) menunjukkan
bahwa Klaster 0 secara konsisten didominasi balita
berkategori “Kurang” pada ketiga indikator,
sedangkan Klaster 3 didominasi kategori “Normal”
hingga “Lebih”. Hal ini mengonfirmasi bahwa klaster
yang terbentuk sejalan dengan penilaian status gizi
standar.

Uji kestabilan

Hasil uji kestabilan dirangkum pada Tabel 4. Solusi
K-Means relatif stabil terhadap perubahan seed
(ARI rata-rata 0,978) dan aturan outlier (ARI 0,995
untuk batas WHO dan 0,956 untuk hanya
placeholder). Ketika Zseu dikeluarkan, ARI turun
menjadi 0,801.

Tabel 4. Ringkasan uji kestabilan

Uji Hasil

Stabilitas 20 seed  ARI rata-rata 0,978;
minimum 0,954

Dua fitur tanpa ARl 0,801; Silhouette

ZBBIU 0,321

Aturan batas WHO ARI 0,995; anggota sama
99,809%

Hanya placeholder ARI 0,956; anggota sama
98,255%

PCA 2 komponen 99,8% varians

Pembahasan

Struktur klister

Silhouette final 0,326 berada pada rentang lemah
menurut pedoman Kaufman dan Rousseeuw [25].
Klaster karenanya lebih tepat dipahami sebagai
segmentasi kontinum status gizi, bukan kelompok

ppavi.or.id



alami yang terpisah tegas. Hal ini konsisten dengan
sifat Z-score balita yang kontinu tanpa batas alami
antarkelompok. Dalam konteks ini K-Means
berperan sebagai alat segmentasi praktis atas
spektrum status gizi, bukan penemu struktur laten.
Dua komponen utama menjelaskan 99,8% varians,
yang menunjukkan bahwa ketiga indikator sangat
berkorelasi dan data pada dasarnya tersebar di
sekitar satu bidang berdimensi dua.

Pemilihan K dan makna klinis

K = 2 menghasilkan Silhouette tertinggi tetapi hanya
memisahkan kelompok baik dan bermasalah, yang
kurang berguna untuk menentukan jenis intervensi.
K = 4 membedakan balita gizi kurang—pendek—
kurus (Klaster 0) dari balita yang cenderung pendek
namun proporsional (Klaster 1, Zssrs = 0,10), balita
normal dengan berat rendah (Klaster 2), dan balita
berat badan lebih (Klaster 3). Pembedaan antara
stunting tanpa wasting dan stunting disertai wasting
ini bernilai klinis karena kebutuhan intervensinya
berbeda.

Kestabilan

ARI 0,978 pada 20 seed (minimum 0,954)
menunjukkan bahwa hasil tidak bergantung pada
inisialisasi, dan ARI 0,956-0,995 menunjukkan
bahwa hasil tidak ditentukan oleh aturan
pembuangan outlier. ARI 0,801 pada model dua
fitur menandakan bahwa Zgsu tidak menciptakan
struktur baru tetapi ikut menggeser batas
antarklaster; ketiga indikator tetap dipertahankan
sesuai rancangan penelitian.

Perbandingan dengan penelitian terdahulu
Hadikurniawati dkk. [5] melaporkan Silhouette 0,403
dan DBI 0,785 pada tiga klaster data agregat
wilayah; nilai yang lebih rendah pada penelitian ini
(0,326 dan 0,936) wajar karena data individual lebih
heterogen dan kontinu. Empat klaster pada
penelitian ini sejalan dengan temuan Khairun dkk.
[10], dengan tambahan evaluasi CHI dan uiji
kestabilan. Nilai DBI 0,164 pada Djaelani dkk. [9]
diperoleh pada K = 2 dengan data dan fitur berbeda
sehingga tidak dapat dibandingkan langsung.
Pendekatan multimetrik di sini sejalan dengan
penekanan Muharram dkk. [11] tentang pentingnya
pemilihan metode evaluasi.

Implikasi praktis

Klaster 0 merupakan prioritas intervensi karena
menggabungkan gizi kurang, pendek, dan kurus.
Profil lain dapat mendukung penyusunan program
yang lebih terarah, misalnya pencegahan stunting
untuk Klaster 1, pemantauan pertumbuhan rutin
untuk Klaster 2, dan pencegahan gizi lebih untuk

PPAVI Proceedings

Klaster 3. Klaster dipakai untuk memprioritaskan
kelompok sasaran; diagnosis status gizi individu
tetap mengacu pada kategori resmi.

Keterbatasan

Pertama, Silhouette yang lemah-sedang
menunjukkan klaster tidak terpisah tegas. Kedua,
data hanya mencakup satu bulan pengukuran di
satu puskesmas sehingga generalisasi terbatas;
data longitudinal akan memberi gambaran tren yang
lebih lengkap. Ketiga, variabel lain seperti pola
makan, sanitasi, dan riwayat imunisasi belum
dimasukkan. Keempat, pemilihan K final memuat
pertimbangan klinis sehingga tidak sepenuhnya
ditentukan metrik.

Kesimpulan

K-Means dapat digunakan untuk mengelompokkan
profil status gizi balita berdasarkan Z-score BB/U,
TB/U, dan BB/TB pada 3.668 catatan balita di
Puskesmas Cilongok |. Dengan K = 4, terbentuk
empat profil klinis yang bermakna: gizi kurang—
pendek—kurus (risiko tinggi), cenderung pendek
(mendekati batas stunting), normal namun
cenderung berat rendah, dan berat badan lebih
(risiko gizi lebih). Klaster 0 menjadi prioritas
intervensi. Hasilnya stabil terhadap variasi seed
(ARI 0,978) dan aturan outlier (ARI 0,956-0,995).
Kontribusi penelitian ini adalah segmentasi multi-Z-
score pada data individual dengan evaluasi
multimetrik, uji kestabilan, dan pelaporan praproses
yang transparan, dengan catatan bahwa klaster
merupakan partisi kontinum dari spektrum status
gizi. Penelitian lanjutan dapat menambahkan
variabel pola makan, sanitasi, dan imunisasi serta
memakai data longitudinal.
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